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RESUMO

A produção de commodities agrícolas tem importância estratégica e demanda crescente. O Brasil se destaca no cenário global como produtor de alimentos, figurando como um dos grandes responsáveis por viabilizar a segurança alimentar mundial. As commodities agrícolas são negociadas na Bolsa de Valores, onde o Mercado Futuro dita o preço das safras que estão por vir. Os agentes envolvidos nesta operação financeira têm grande interesse em antever a dinâmica dos preços das comodities agrícolas, pois isso os permite reduzir o risco e maximizar o potencial de lucro nas posições de compra ou venda dos títulos. O objetivo deste projeto é criar um modelo de predição do valor da commodity agrícola soja no mercado futuro a partir de variáveis climáticas das regiões produtoras brasileiras utilizando aprendizagem profunda (deep learning). A escolha da soja se deve à importância da mesma para o mercado mundial e a grande relevância do Brasil nessa cultura. A pesquisa ainda encontra-se em estágio de aquisição de dados e os resultados mostrados neste resumo se limitam à análise de correlação entre dados de preço da soja e outros commodities e variáveis climatológicas.
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1. INTRODUÇÃO
	
	A segurança alimentar mundial é tema de preocupação crescente e assunto central nas agendas dos líderes mundiais e organismos internacionais como a Organização das Nações Unidas para Alimentação e Agricultura (FAO). O Brasil se destaca no cenário global como produtor de alimentos, figurando como um dos grandes responsáveis por fornecer alimentos em quantidade suficiente para viabilizar a segurança alimentar mundial. 
Ao mesmo tempo em que a agricultura é um setor estratégico, trata-se também de uma atividade que envolve riscos elevados. Estes riscos advêm da impossibilidade de se controlar todos os fatores que impactam o resultado da atividade, tais como: condições meteorológicas adversas nas regiões produtoras, a ocorrência de pragas, desacelerações econômicas, entre outros. A consequência destes riscos são variações no preço das commodities agrícolas. A flutuação dos preços das commodities é um fator crítico tanto para o desenvolvimento econômico quanto para a estabilidade política.1
Em resposta a estes cenários de incertezas, os governos tomam ações para mitigar os riscos e reduzir seus impactos. Isto é feito de formas diversas como manutenção de estoques nacionais de alimentos, subsídios diretos e indiretos a agricultores, ajustes na política tributária sobre insumos, entre outros. O mercado financeiro também se organizou para criar mecanismos que minimizem os riscos dos agricultores e da cadeia produtiva associada às comodities através da criação do Mercado Futuro de commodities. O Mercado Futuro de commodities provê mecanismos eficientes e transparentes de definição de preço futuro (através da operação de hedge) que permitem ao agricultor tomar decisões sobre produção, processamento e armazenagem de safras. O risco trazido pelos fatores imponderáveis fica transferido a agentes do mercado financeiro que se dispõem a aceitá-lo em troca de um potencial prêmio advindo da atividade especulativa.2
Uma série de modelos para previsão do valor futuro de comodities agrícolas foram propostos ao longo das últimas décadas, mas nenhum deles considera o impacto das condições meteorológicas nas áreas de produção como entrada. O trabalho proposto neste projeto tem por objetivo criar uma metodologia para predição do preço futuro de comodities através do uso de Inteligência Artificial, e levando em conta, além das séries históricas de preço, os elementos de natureza climática. Será desenvolvido um estudo de caso considerando a soja, devido à relevância da produção brasileira desta commodity.

2. METODOLOGIA


[bookmark: _Ref94251928][bookmark: _Toc93330894][bookmark: _Toc93331419]Figura 1: Fluxograma das etapas de desenvolvimento da pesquisa
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[bookmark: _Toc93331041]Levantamento de dados: Estão sendo usados dados de séries históricas dos valores dos preços da soja no mercado futuros disponíveis na B3 (Bolsa brasileira) e na CBOT (bolsa de Chicago, referência global para negociação da soja). Além disso, estão sendo utilizados dados de 11 variáveis meteorológicas provenientes da base Copernicus implementada pela ECMWF (European Centre for Medium-Range Weather Forecast) intitulada “Agrometerorológical indicators from 1979 to presente derived from reanalysis”. E dados do IBGE e CONAB ligados a todos os municípios dos dez estados mais relevantes na produção de soja. Para estes municípios, são utilizadas as informações de área plantada e produtividade por hectare das safras passadas (últimos 20 anos).
[bookmark: _Toc93331042]Análise exploratória e sincronização dos dados: Esta etapa inclui um processo de investigação inicial dos dados coletados com o objetivo de reconhecer potenciais padrões, observar anomalias, testar hipóteses e verificar suposições com a ajuda de estatísticas resumidas e representações gráficas.3 Além da análise exploratória inicial dos dados, haverá a necessidade de se estabelecer a sincronização mais adequada entre a base de dados climatológicos e os dados históricos de preço da soja. A hipótese a ser desenvolvida e confirmada é de que o preço de uma safra de soja é influenciado pelas condições climáticas dos campos produtores durante períodos anteriores ao período de comercialização. Desta forma, o objetivo será definir qual o intervalo de tempo da base de dados das condições climáticas deverá ser usado para compor cada entrada de dados do modelo. Estudos anteriores 4 5 demonstraram que algumas culturas respondem de forma diferente a eventos climáticos, como ondas de calor, a depender do seu estágio no ciclo de vida. O trigo, por exemplo, é mais susceptível a redução de produtividade quando atingido por uma onda de calor intenso durante seu período de crescimento do que durante a fase de reprodução4.   
[bookmark: _Toc93331043]Análise e seleção das técnicas de aprendizagem profunda: Nesta etapa serão estudadas abordagens baseadas em aprendizagem profunda (deep learning), que é um ramo do aprendizado de máquina (machine learning) que permite computadores aprenderem a partir de experiências e entenderem o mundo em termos de conceitos hierarquizados, com cada conceito definido a partir de sua relação com conceitos mais simples.6 Serão explorados diferentes tipos de arquiteturas e tipos de redes neurais profundas, tais como redes neurais perceptron multicamadas, redes neurais recorrentes, redes convolucionais, redes baseadas em Transformers, e abordagens híbridas que combinem uma ou mais dessas técnicas.
[bookmark: _Toc93331044]Separação dos dados de treinamento e teste: Os dados serão divididos em uma porção para treinamento e validação, e outra para teste, sendo esta a que se destinará à avaliação final da qualidade das previsões e que nunca será apresentada aos modelos durante o treinamento.
[bookmark: _Toc93331045]Transformação dos dados: Como boa prática no processamento dos dados que alimentarão o modelo de IA, esta etapa fará a normalização do dataset. Isso contribui com a performance do modelo em situações onde os dados de entrada são compostos por grandezas diferentes.7
[bookmark: _Toc93331046]Construção e treinamento do modelo: Baseado nos resultados da etapa de seleção do modelo, esta etapa compreenderá a estruturação de um modelo específico que deverá ser capaz de estimar o preço futuro de uma commodity agrícola de interesse em um horizonte máximo de um ano, com previsões mês a mês. O dataset de treinamento será utilizado para treinar e validar o modelo.
[bookmark: _Toc93331047]Execução de predições com a base de teste: Nesta fase, o dataset de teste será apresentado pela primeira vez ao modelo. Os resultados obtidos serão usados na etapa seguinte para gerar as métricas de performance do modelo, permitindo avaliar a qualidade do mesmo.
[bookmark: _Toc93331048]Verificação do atingimento dos objetivos de qualidade do modelo: Modelos de regressão podem ser avaliados por diferentes métricas8 tais como: mean squared error (MSE); root mean squared error (RMSE); mean absolute error (MAE); mean absolute percentagem error (MAPE). Nesta etapa do projeto, serão definidas as métricas mais apropriadas e estabelecidos valores alvo, ou objetivos, para cada uma delas. Isso permitirá avaliar a performance do modelo criado e definir se melhorias são necessárias.
[bookmark: _Toc93331049]Ajustes do modelo: Em situações em que o resultado das métricas de performance do modelo estiverem abaixo dos objetivos definidos para cada uma delas, serão feitos ajustes nos hiper parâmetros do modelo e um novo treinamento do mesmo. Depois deste novo treinamento executado, seguir-se-á um novo ciclo de teste e análise de performance. Esse processo se repetirá até que os objetivos das métricas de qualidade do modelo sejam atendidas ou os ajustes possíveis não tragam mais resultados relevantes.
Estudo Prospectivo: Em um estudo prospectivo o pesquisador está presente no momento da exposição de um ou mais fatores e acompanha o desenrolar dos fatos por um período para observar um ou mais desfechos.9  Uma vez que o modelo de predição de preços de commodity agrícola estará criado, treinado e validado, a ideia é iniciar um estudo prospectivo, fazendo-se previsões para o preço da soja ao longo de 2023 e acompanhando o desenvolvimento dos fatos e analisando a efetividade e completude do modelo criado.

3. RESULTADOS E DISCUSSÃO

A pesquisa ainda se encontra no estágio de análise exploratória dos dados obtidos e no estudo de diferentes técnicas de aprendizagem profunda. A análise exploratória mostrou uma forte correlação (coeficiente de Pearson próximo a 1) entre o preço da soja e outras commodities agrícolas, bem como uma forte correlação com outras commodites não agrícolas, como o petróleo. Esta correlação, além de demonstrar a complexidade envolvida na precificação da soja, sugere que as variações meteorológicas das zonas produtoras têm um impacto limitado da composição final do preço.

	Figura 2: Correlação entre preço da soja e outros commodites e fatores climáticos regionais
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4. CONSIDERAÇÕES FINAIS

	Um passo incremental a ser adotado na pesquisa, em função da constatação da complexidade da formação de preço da soja, é a estratificação do preço em suas componentes, de forma a isolar uma componente que seja fortemente impactada pela oferta e demanda do produto. Esta componente, chamada no mercado de “prêmio” do preço da soja, é a parte que contempla os impactos causados por variações meteorológicas fora da normalidade (e.g. quebras de safra por seca ou excesso de chuva). A pesquisa vai explorar o desenvolvimento de um modelo para determinação do prêmio e alternativas de “hedge” para os demais componentes do preço.

5. REFERÊNCIAS

[bookmark: WANG]1 WANG, JUE; WANG, ZHEN; LI, XIANG; ZHOU, HAU. Artificial bee colony-based combination approach to forecasting agricultural commodity prices. International Journal of Forecasting, v. 38, n. 1, p. 21-34, 2022.
[bookmark: AgEcon]2ELUMALAI, K. Futures Market in Indian Agriculture and Its Impacto n Production and Prices. AgEcon Search, 2010. Disponível em: https://ageconsearch.umn.edu/record/204667/files/05-K%20Elumalai.pdf. Acessado em: 13 jan. 2022
[bookmark: PATIL]3 PATIL, PRASSAD. Wha tis Exploratory Data Analysis? Towards Data Science, 2018. Disponível em: What is Exploratory Data Analysis? | by Prasad Patil | Towards Data Science. Acessado em: 13 jan. 2022
[bookmark: ZAMPIERI]4 ZAMPIERI, M.; CEGLAR, A.; DENTENER, F.; TORETI, A.. Wheat yield loss attributable to heat waves, drought and water excess at the global, national and subnational scales. Environmental Research Letters, v. 12, n. 6, p. 064008, 2017.
[bookmark: DERYNG]5 DERYNG, DELPHINE; CONWAY, DECLAN; RAMANKUTTY, NAVIN; PRICE, JEFF; WARREN, RACHEL. Global crop yield response to extreme heat stress under multiple climate change futures. Environmental Research Letters, v. 9, n. 3, p. 034011, 2014.
[bookmark: GOODFELOW]6 GOODFELOW, IAN; BENGIO, YOSHUA; COURVILLE, AARON. Deep Learning. MIT. Disponível em: https://www.deeplearningbook.org/. Acessado em: 17 jan. 2022
[bookmark: MWITI]7 MWITI, DERRICK. How to build a deep learning model to predict employee retention using Keras and Tensor Flow. DigitalOcean, 2019. Disponível em: https://www.digitalocean.com/community/tutorials/how-to-build-a-deep-learning-model-to-predict-employee-retention-using-keras-and-tensorflow. Acessado em: 13 jan. 2022
[bookmark: FILHO]8 FILHO, MÁRIO. As métricas mais populares para avaliar os modelos de Machine Learning. Mario Filho, 2021. Disponível em: Mario Filho | Data Science | Machine Learning – As Métricas Mais Populares para Avaliar Modelos de Machine Learning. Acessado em: 13 jan. 2022
[bookmark: CAMARGO]9 CAMARGO, LUÍS; SILVA, ROMEU; MENEGUETTI, DIONATAS. Tópicos de metodologia de pesquisa: Estudos de coorte ou cohorte prospectivo e retrospectivo. Journal of Humam Growth and Development, v.29, n.3, 2019. Disponível em: http://pepsic.bvsalud.org/scielo.php?script=sci_arttext&pid=S0104-12822019000300016&lng=pt&nrm=iso&tlng=pt#:~:text=J%C3%A1%20no%20estudo%20prospectivo%20o,observar%20um%20ou%20mais%20desfechos. Acessado em: 17 jan. 2022

















ISSN 0805-2010 – Anuário de resumos expandidos apresentados no VIII SAPCT - SENAI CIMATEC, 2023

image1.png
Construgio e
treinamento do
modelo

Execugio de
predicdes com a
base de teste

dos objetivos
de qualidade

N&o atingidos

Ajustes do modelo

Estudo Prospectivo

Atingidos




image2.png
‘Assoctations
lopy e g e
i S

*izis )

e

e

<
sy

o gy

SRS

ny

euacsonsgy

e L]
"5 @) ®
s ]

ool -




image3.png




