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ENCONTRO ALAGOANO DE ENGENHARIA DE PRODUÇÃO

Autor: Roberto Filipe Santos Borges
Instituição: Universidade Federal do Triângulo Mineiro

1. Introdução

Nos últimos anos, a indústria automotiva foi um dos setores que mais cresceu, com grande influência no crescimento industrial brasileiro, chegando a 27,7% segundo a Pesquisa Industrial Mensal divulgada pelo IBGE (EMBRAPAR, 2010). Sua influência ainda é ampliada visto que desencadeia o desenvolvimento de outros setores, por serem relacionados por ligações de fornecimento de matéria-prima para setores de metalurgia básica, borracha e plásticos, englobando a produção de pneus, tintas, resinas plásticas e outros componentes importantes para o setor automobilístico. 

A fim de atender a crescente demanda, as indústrias automobilísticas devem possuir um controle relativo das quantidades necessárias do produto suficientes para suprir o mercado. Em uma empresa, esse controle é realizado pelo setor de planejamento e controle da produção que utilizando diversas técnicas para garantir a manutenção de toda empresa. Dentre inúmeras técnicas, por exemplo, a utilização de métodos de previsão de demanda permite estimar as demandas futuras baseados em métodos quantitativos ou qualitativos.
Em um ambiente empresarial, o controle dos fluxos internos deve ser acompanhado de maneira precisa a fim de maximizar a eficiência local. Entretanto somente a maximização de objetivos locais não é válida, visto que uma empresa necessita de outros agentes para seu bom funcionamento. Por exemplo, uma empresa varejista não manterá sozinha no mercado caso não tenha bons fornecedores e outros elos de suporte que garantam uma produção macro sistêmica que atenda os requisitos do consumidor final. A combinação entre empresas para atendimento de uma demanda final é organizada em uma cadeia de suprimentos.
Uma cadeia de suprimentos envolve diversos atores, tais como fornecedores, fabricantes, distribuidores, varejistas e até mesmo os clientes finais, que são interligados por relações comerciais e de dependência mútua (CHOPRA; MEINDL, 2011). Dentre estes vários elos que uma cadeia de suprimentos possui, existe uma gama de informações e materiais que os percorrem, desde o fabricante até o consumidor final. Para otimizar o resultado, todos os atores da cadeia de suprimentos devem atuar com um objetivo único, buscando maximizar os ganhos da cadeia como um todo, em vez de priorizar apenas um ou poucos de seus elos (TAYLOR, 2005). Deve-se enxergar que as decisões de cada elo influenciam o desempenho de todos os outros elos. Com isso todos os elos devem trabalhar em equipe, com maior compartilhamento de informações, almejando uma solução que otimize o desempenho da cadeia. 

Porém sabe-se que cada elo presente em uma cadeia de suprimentos possui sua própria previsão de demanda, o que pode impulsionar a propagação de informações distorcidas por toda a cadeia suprimentos gerando o indesejável efeito chicote. Uma informação distorcida vinda do mercado consumidor pode levar a grandes ineficiências na cadeia de suprimentos, tais como investimento em estoque excessivo, mau serviço ao cliente, receitas perdidas, planos de capacidade equivocados, transporte inativo, assim como cronogramas de produção perdidos (LEE; PADMANABHAN; WHANG, 1997).
A colaboração entre os elos da cadeia de suprimentos é um fator crucial para uma boa gestão de estoques, delimitando pontos de resuprimento, quantidades que devem ser processadas e pedidas entre os integrantes desta cadeia de suprimentos. Desta forma, para maximizar a gestão de estoques se faz necessária a adoção de uma previsão de demanda que se adeque ao modelo de série temporal em estudo.
Diante dos fatos expostos, este artigo busca avaliar a utilização do método ARIMA para prever a produção do setor automobilístico brasileiro baseado em dados passados. Com objetivo de avaliar a eficiência do método ARIMA para previsão em séries temporais, este foi comparado com três outros métodos tradicionais de previsão: (i) média móvel ponderada, (ii) suavização exponencial e (iii) o método de Holt & Winters.


Os dados analisados neste trabalho foram extraídos do Anuário da Indústria Automobilística Brasileira de 2014 publicado pela Associação Nacional dos Fabricantes de Veículos Automotores (ANFAVEA, 2014). Nesse documento encontram-se os dados de produção da indústria automotiva brasileira entre os anos de 1992 e 2013. A análise dos dados foi realizada com o auxílio dos softwares Minitab 16 e Microsoft Excel 2013.
2. Referencial Teórico

Previsões em séries temporais são um grande desafio em diversos setores industriais. Prever valores futuros em função de valores passados tem se tornado um assunto de especial interesse na indústria, com aplicações em planejamento de produção, compartilhamento de informações, escolha de parceiros, mercado de ações, entre outras. Existem diversos métodos para auxiliar na tarefa de previsão em séries temporais, tais como modelos estatísticos da média móvel ponderada, suavização exponencial e o método de Holt & Winters. Há na literatura outros métodos baseados em inteligência computacional, tais como as redes neurais,  lógica fuzzy e algoritmos genéticos (CARBONNEU; LAFRAMBOISE; VAHIDOV, 2008).


As previsões de demanda possuem um papel fundamental no planejamento da produção das organizações, sendo parte indispensável no processo de tomada de decisões (FOGLIATTO et al., 2005; MAKRIDAKIS et al., 1998). Sem essas previsões, as empresas não possuiriam as informações necessárias para auxiliar na realização de um planejamento adequado para futuros eventos inesperados, podendo, apenas, reagir a estes acontecimentos (SLACK et al., 2007).


Segundo Slack et al. (2007), as flutuações de demanda tornam ainda mais complexas a realização de análises e previsões, sendo que a maior parte dos produtos apresentam certa incerteza e sazonalidade em sua demanda. Considerando ainda que seja possível prever esta sazonalidade, ocorrem variações inesperadas geradas por fatores externos ou internos, que influenciam diretamente as vendas e complicam o grau de incerteza de uma previsão de demanda.


Diferentes métodos de previsão estão disponíveis para que as organizações identifiquem o modelo mais viável para cada situação (MAKRIDAKIS et al., 1998). A média móvel (MM) é uma técnica de previsão que altera a influência dos valores passados de uma série na projeção futura. Consiste no cálculo da média dos valores mais recentes: a cada período, o valor mais antigo é substituído pelo mais recente, assim modificando a média (MORETTIN; TOLOI, 2006).


Os modelos de suavização exponencial consistem em uma atribuição de um peso para cada valor da série temporal, de forma que os valores mais recentes recebem ponderações maiores: os pesos decaem exponencialmente em direção ao passado (PELLEGRINI; FOGLIATTO, 2001). As técnicas de suavização exponencial consideram que os valores extremos da série representam a aleatoriedade, e suavizando estes pontos, é possível identificar o padrão da sequência (MORETTIN; TOLOI, 2006). Segundo um modelo simples para se implementar e com  baixo custo, o que é um fator relevante para que as empresas o implementem mesmos sendo inferior quanto a precisão se comparado a técnicas mais sofisticadas.


De acordo com Chopra e Meindl (2011), quando os dados de séries temporais não apresentam tendência ou sazonalidade, os métodos exponenciais simples ou por médias móveis podem ser utilizados em previsão. Na presença de tendência, o método de Holt é o mais indicado. Entretanto, a presença de sazonalidade no comportamento da série temporal, inviabiliza a utilização dos métodos mais simples. O método de Holt & Winters é baseado em três equações alisadoras. Uma para o nível, outra para tendência e outra para sazonalidade. A sazonalidade pode ter efeito multiplicativo ou aditivo.


Segundo Ballou (2006), os modelos propostos por Box-Jenkins, conhecidos como ARIMA, são modelos construídos por meio de processo iterativo, com objetivo de identificar o comportamento da autocorrelação entre os valores da série temporal. Através da combinação de termos autorregressivos (AR), integração (I) e médias móveis (MA), o método ARIMA busca por modelos capazes de representar a série temporal. Segundo Morettin e Toloi (2006), Através da combinação de termos autorregressivos com médias móveis busca-se encontrar o modelo mais adequado. Muitas vezes se faz necessária a repetição do ciclo da análise dos dados para identificar o modelo que melhor se ajusta aos dados da série, até que se encontre o melhor modelo e seja possível iniciar a realização das previsões. A combinação dos fatores citados anteriormente surgiu com intuito de aumentar a precisão das previsões realizadas, onde pode-se identificar vários modelos para projetar a demanda, ao invés de buscar apenas um modelo ótimo.



Os modelos ARIMA podem descrever duas classes de processos. A primeira classe diz respeito aos processos linearmente estacionários, os quais utilizam três tipos de modelos: 

· Processo autorregressivo (AR) de ordem 
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, onde AR(p) modela uma autorregressão da variável 
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 com essa mesma variável defasada no tempo 
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, para os p períodos de defasagem em que a autocorrelação parcial entre as variáveis é significativa. Os modelos AR(p) são representados pela equação:  
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· Processo de médias móveis (MA) de ordem q, onde cada observação 
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 é gerada por uma média ponderada dos erros aleatórios q períodos no passado. Denota-se esse processo por MA(q) pela equação abaixo. Os parâmetros 
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 podem ser positivos ou negativos. O sinal negativo no terceiro termo em diante corresponde a uma convenção.
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· Processo autorregressivo e de médias móveis de ordem p e q, ARMA(p,q), quando o processo gerador da série temporal corresponde a modelos compostos por parte autoregressiva e parte médias móveis. 

A segunda classe de processos tratados pelo método ARIMA diz respeito aos processos lineares não-estacionários homogêneos. Estes processos supõem que as séries não são estacionárias em nível e/ou inclinação. Para torná-las estacionárias, deve-se aplicar um número determinado de diferenças entre seus dados, geralmente uma ou duas (BACCI, 2007).


Segundo Bacci (2007), estão envolvidos três parâmetros p, d e q no método ARIMA. Os parâmetros p e q estão relacionados ao comprimento de discrepância em que se observam valores significativos das autocorrelações e que correspondem a particularidades do sistema de geração das séries que devem ser explicadas pelo modelo. Já o parâmetro d representa o número de vezes que a série original tem que ser diferenciada antes de resultar em uma série estacionária. O parâmetro d também é chamado de ordem de homogeneidade.
3. Método de Pesquisa

O método ARIMA é considerado um método estatístico sofisticado para realização de previsões em séries temporais (BOX; JENKINS; REINSEL, 2008). Para avaliar a qualidade de suas previsões, ele foi comparado com outros métodos tradicionais utilizando três métricas de desempenho: (i) erro quadrático médio (EQM), (ii) erro percentual absoluto médio (EPAM) e (iii) erro entre o valor previsto e o valor observado para o ano de 2013.


Os dados utilizados foram extraídos do anuário publicado pela Associação Nacional dos Fabricantes de Veículos Automotores (ANFAVEA,2014). O ajuste dos modelos foi feito com os dados de produção de veículos nacionais realizados entre os anos de 1992 e 2012. Os dados referentes ao ano de 2013 foram deixados de fora da fase de ajuste, sendo utilizados para a validação das previsões. Em outras palavras, os métodos de previsão foram avaliados com relação à sua precisão em relação aos dados reais já observados em 2013.

Vale resaltar que a série de dados escolhida foi previamente analisada, devido ao fato do método escolhido trabalhar com séries temporais não estacionárias. A série fornecida pela ANFAVEA se adequou a este requisito do modelo.


Para o tratamento de dados foram utilizadas planilhas no software Microsoft Excel®, e também o software estatístico Minitab. Primeiramente para aplicação do método ARIMA, fez-se necessário tornar a série de dados estacionária, através da aplicação de diferenciações na série original. Com este passo definimos o parâmetro d do método ARIMA. Em nosso estudo se fez necessária apenas uma diferenciação, consequentemente 
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Para definição do segundo parâmetro p, a série já diferenciada foi analisada para determinar em que valor a série recebe estatisticamente um valor igual ou próximo de zero. Isso ocorreu quando 
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. Por fim, para determinar o último parâmetro q, observou-se na série diferenciada em qual valor a série se estabiliza estatisticamente em relação aos valores das autocorrelações. No caso estudado, isso ocorreu com 
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Após determinados os três parâmetros, foi utilizado o modelo ARIMA(1,1,5) para fazer as previsões na série estudada. Com isso através do software Minitab foi possível realizar as previsões anteriores e compará-las com os dados reais, e ainda fez-se uma previsão futura para o ano de 2013, a qual foi posteriormente comparada com os dados reais observados. Também foram realizadas as previsões dos métodos tradicionais como média móvel ponderada, suavização exponencial e também o Método de Holt & Winters, todos através do software Microsoft Excel®. 

4. Avaliação dos Métodos
Seja 
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 o valor real observado em um período t, e 
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 o valor previsto para a série temporal no período t. Assim, definimos o erro de previsão no período como 
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. O erro absoluto em um período é definido como 
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. A seguir são descritos as três métricas utilizadas para avaliar cada um dos quatro métodos de previsão:

1) Erro quadrático médio (EQM): Pode estar relacionado à variância do erro de previsão, estima-se que o componente aleatório da demanda tem uma média de 0 e uma variância de EQM, dado pela equação abaixo.
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2) Erro Percentual Absoluto Médio (EPAM): É o erro absoluto médio como uma porcentagem da demanda, dado por,
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3) Desvio Médio Absoluto (DMA): Sendo a média do desvio absoluto por todos os períodos, como expresso por,

[image: image21.png]


 QUOTE  


 EMBED Equation.3  
[image: image22.wmf]å

=

=

n

t

t

n

A

n

DMA

1

1



4) Erro em relação a previsão de 2013: Comparar a diferença entre a previsão do método em estudo baseado nos dados históricos dos anos de 1992 há 2012, para o ano de 2013 com a demanda real do ano de 2013. 
4.1. Média Móvel

O teste das médias móveis foi feito utilizando uma janela de três períodos (MM3). Na Figura 1 é possível observar os valores reais da série temporal em comparação com as previsões. Os dados individuais, assim como os erros de previsão em cada período podem ser vistos na Tabela 1.

Figura 1:Previsão usando média móveis ponderadas de três períodos (MM3)
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Fonte: Do autor, 2018.
TABELA 1 – Comparação entre previsões e valores observados com MM3
	Ano
	Série Z(t)
	MM(3)
	Previsão 1 passo a frente de Z(t)
	Erro da Previsão 1 passo a frente de Z(t)

	1992
	815.959
	
	
	 

	1993
	1.100.278
	
	
	 

	1994
	1.248.773
	1.055.003
	
	 

	1995
	1.297.467
	1.215.506
	1.055.003
	242.464

	1996
	1.458.576
	1.334.939
	1.215.506
	243.070

	1997
	1.677.858
	1.477.967
	1.334.939
	342.919

	1998
	1.254.016
	1.463.483
	1.477.967
	- 223.951

	1999
	1.109.509
	1.347.128
	1.463.483
	- 353.974

	2000
	1.361.721
	1.241.749
	1.347.128
	14.593

	2001
	1.501.586
	1.324.272
	1.241.749
	259.837

	2002
	1.520.285
	1.461.197
	1.324.272
	196.013

	2003
	1.505.139
	1.509.003
	1.461.197
	43.942

	2004
	1.862.780
	1.629.401
	1.509.003
	353.777

	2005
	2.011.817
	1.793.245
	1.629.401
	382.416

	2006
	2.092.003
	1.988.867
	1.793.245
	298.758

	2007
	2.391.351
	2.165.057
	1.988.867
	402.484

	2008
	2.545.729
	2.343.028
	2.165.057
	380.672

	2009
	2.575.418
	2.504.166
	2.343.028
	232.390

	2010
	2.825.974
	2.649.040
	2.504.166
	321.808

	2011
	2.505.241
	2.635.544
	2.649.040
	- 143.799

	2012
	2.591.348
	2.640.854
	2.635.544
	- 44.196


Fonte: Do autor, 2018
4.2 Suavização Exponencial


O teste referente a suavização exponencial foi feito com a adoção de um 
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, para se prever as produções futuras. Na Figura 2 é possível observar os valores reais da série temporal em comparação com as previsões. Os dados individuais, assim como seus respectivos erros de previsão referentes a cada período podem ser vistos na Tabela 2.

Figura 2:Previsão usando suavização exponencial
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Fonte: Do autor, 2018.
TABELA 2 – Comparação entre previsões e valores observados com suavização exponencial
	Ano
	Série Z(t)
	F(t)
	Erro(t)

	1992
	815.959
	815.959
	

	1993
	1.100.278
	815.959
	284.319

	1994
	1.248.773
	958.119
	290.655

	1995
	1.297.467
	1.103.446
	194.021

	1996
	1.458.576
	1.200.456
	258.120

	1997
	1.677.858
	1.329.516
	348.342

	1998
	1.254.016
	1.503.687
	-249.671

	1999
	1.109.509
	1.378.852
	-269.343

	2000
	1.361.721
	1.244.180
	117.541

	2001
	1.501.586
	1.302.951
	198.635

	2002
	1.520.285
	1.402.268
	118.017

	2003
	1.505.139
	1.461.277
	43.862

	2004
	1.862.780
	1.483.208
	379.572

	2005
	2.011.817
	1.672.994
	338.823

	2006
	2.092.003
	1.842.405
	249.598

	2007
	2.391.351
	1.967.204
	424.147

	2008
	2.545.729
	2.179.278
	366.451

	2009
	2.575.418
	2.362.503
	212.915

	2010
	2.825.974
	2.468.961
	357.013

	2011
	2.505.241
	2.647.467
	-142.226

	2012
	2.591.348
	2.576.354
	14.994


Fonte: Do autor, 2018.
4.3 Método Holt&Winters


Neste teste foram adotados para análises 
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 como média dos fatores Z(t), sendo possível observar na Figura 3 os valores reais da série temporal em comparação com a previsão, e na Tabela 3 os dados individuais e seus respectivos erros de previsão de cada período.
Figura 3:Previsão usando Método de Holt&Winters
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Fonte: Do autor, 2018.

TABELA 3 – Comparação entre previsões e valores observados com o Método de Holt&Winters
	Ano
	Série Z(t)
	L(t)
	T(t)
	F(t)
	Erro(t)

	1992
	815.959
	1.773.944
	0
	
	

	1993
	1.100.278
	1.437.111
	-67366,6
	
	

	1994
	1.248.773
	1.309.259
	-79463,8
	1.369.744
	120.971

	1995
	1.297.467
	1.263.631
	-72696,6
	1.229.795
	-67.672

	1996
	1.458.576
	1.324.755
	-45932,4
	1.190.934
	-267.642

	1997
	1.677.858
	1.478.340
	-6028,89
	1.278.823
	-399.035

	1998
	1.254.016
	1.363.164
	-27858,4
	1.472.312
	218.296

	1999
	1.109.509
	1.222.407
	-50438,1
	1.335.305
	225.796

	2000
	1.361.721
	1.266.845
	-31462,9
	1.171.969
	-189.752

	2001
	1.501.586
	1.368.484
	-4842,5
	1.235.382
	-266.204

	2002
	1.520.285
	1.441.963
	10821,85
	1.363.642
	-156.643

	2003
	1.505.139
	1.478.962
	16057,23
	1.452.785
	-52.354

	2004
	1.862.780
	1.678.900
	52833,3
	1.495.019
	-367.761

	2005
	2.011.817
	1.871.775
	80841,71
	1.731.733
	-280.084

	2006
	2.092.003
	2.022.310
	94780,34
	1.952.617
	-139.386

	2007
	2.391.351
	2.254.221
	122206,4
	2.117.090
	-274.261

	2008
	2.545.729
	2.461.078
	139136,6
	2.376.427
	-169.302

	2009
	2.575.418
	2.587.816
	136657
	2.600.215
	24.797

	2010
	2.825.974
	2.775.224
	146807
	2.724.473
	-101.501

	2011
	2.505.241
	2.713.636
	105128,1
	2.922.031
	416.790

	2012
	2.591.348
	2.705.056
	82386,47
	2.818.764
	227.416


Fonte: Do autor, 2018.
4.4 Método ARIMA


Para testar o método ARIMA foram utilizados os parâmetros 
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, constituindo o modelo ARIMA(1,1,5), conforme explicado na Seção 3. Na Figura 4 é possível observar os valores reais da série temporal em comparação com as previsões efetuadas pelo método em estudo. Os dados individuais, assim como seus respectivos erros de previsão referentes a cada período podem ser vistos na Tabela 4.

Figura 4:Previsão usando Método ARIMA
[image: image36.png]3.000.000

2500000

2000000

1500000

1.000.000

500000

1234567 891011121314151617181920

Producio

—Arims





Fonte: Do autor, 2018.

TABELA 4 – Comparação entre previsões e valores observados com suavização exponencial
	Ano
	Produção
	Previsão Arima
	Erro(t)

	1992
	815.959
	*
	*

	1993
	1.100.278
	951784
	148.494

	1994
	1.248.773
	1153920
	94.853

	1995
	1.297.467
	1331761
	-34.294

	1996
	1.458.576
	1407271
	51.305

	1997
	1.677.858
	1608377
	69.481

	1998
	1.254.016
	1718722
	-464.706

	1999
	1.109.509
	1221967
	-112.458

	2000
	1.361.721
	1378816
	-17.095

	2001
	1.501.586
	1176306
	325.280

	2002
	1.520.285
	1565610
	-45.325

	2003
	1.505.139
	1424559
	80.580

	2004
	1.862.780
	1800229
	62.551

	2005
	2.011.817
	1878181
	133.636

	2006
	2.092.003
	2128896
	-36.893

	2007
	2.391.351
	2133986
	257.365

	2008
	2.545.729
	2612957
	-67.228

	2009
	2.575.418
	2474805
	100.613

	2010
	2.825.974
	2855424
	-29.450

	2011
	2.505.241
	2812111
	-306.870

	2012
	2.591.348
	2585301
	6.047


Fonte: Do autor, 2018.
4.5 Sínteses dos resultados

A Tabela 5 mostra a previsão da série temporal para o ano de 2013 por cada um dos quatro métodos avaliados, em conjunto com o erro de previsão em relação ao valor real, que foi de 2.723.411 unidades.

TABELA 5 – Previsões para 2013 e erro absoluto correspondente
	Técnica
	Previsão para 2013
	Erro Absoluto de Previsão em relação à 2013

	Média Móvel
	2.606.667
	              116.744 

	Suavização exponencial
	2.583.851
	              139.560 

	Holt & Winters
	2.787.442
	                64.031 

	ARIMA
	2.770.342
	                46.931 


Fonte: Do autor, 2018.
Para efeito comparativo, foram calculados para cada um dos métodos de previsão o Erro Quadrático Médio (EQM), Erro Percentual Absoluto Médio (EPAM) e o Desvio médio absoluto (DMA). Os resultados dessas métricas são apresentados na Tabela 6.

TABELA 6 – Resultado das métricas de avaliação dos métodos de previsão
	Técnica
	EQM
	EPAM
	DMA

	Média Móvel
	75.930.856.654
	11,98395
	10.856

	Suavização exponencial
	70.668.593.014
	13,6939
	9.953

	Holt & Winters
	55.590.240.242
	228,652
	10.871,47

	ARIMA
	29.100.670.913
	7,25894
	7.933


Fonte: Do autor, 2018.
Com base nos dados das Tabelas 5 e 6 é possível perceber que o método ARIMA fornece os melhores resultados de previsão. O método de suavização exponencial teve o pior desempenho, pois ele é pouco responsivo para mudanças na tendência de crescimento.

5. Conclusão


A previsão de demanda pode ser vista como uma importante ferramenta para o planejamento e controle da produção de uma empresa, fornecendo informações vitais para que a organização possa ser construída com uma base sólida e minimizando incertezas.


A partir deste estudo foi possível identificar o método ARIMA como o mais adequado para previsão na série temporal em questão. O método apresentou o melhor desempenho quando comparado em relação aos métodos “Média Móvel”, “Suavização Exponencial” e “Holt&Winters”.


 A seção 4.5 deste estudo apresenta uma comparação referente aos indicadores Erro Quadrático Médio (EQM), Erro Percentual Absoluto Médio (EPAM) e o Desvio médio absoluto (DMA). A previsão utilizando o método ARIMA para o ano de 2013 apresentou o menor erro absoluto e maior precisão. Este desempenho pode ser explicado pela combinação dos termos autorregressivos e médias móveis, permitindo identificar o modelo capaz de representar a série temporal.

O desempenho apresentado pelo método “Média móvel” não foi satisfatório, visto que o método não é indicado para séries temporais com grandes oscilações na demanda e possíveis sazonalidades. Desta forma, as previsões apresentadas por este método necessitam de um maior intervalo de tempo para que as mudanças sejam identificadas e amenizadas.


O método “Suavização Exponencial” apresentou um desempenho mais preciso em relação ao método “Média móvel”, por utilizar um fator de correção que pondera a importância de dados históricos. Desta forma, a utilização deste fator de correção favorece para que mudanças na demanda sejam identificadas e a previsão demanda se torne mais assertiva. 

O método “Holt&Winters” apresentou um desempenho similar em relação ao ARIMA, apresentando uma previsão para o ano de 2013 com um erro de 2,35%. Este método se comporta de forma mais reativa à mudanças na demanda, por considerar  níveis, tendência e sazonalidade da demanda.


Portanto, como conclusão do estudo, nota-se que uma precisão satisfatória do método ARIMA, comparando-os com as previsões dos demais métodos tradicionais analisados. Como uma das limitações neste estudo podemos citar a alta agregação dos dados utilizados. A série de produção é composta por dados anuais, com isso não se percebe facilmente a presença de sazonalidades. Isso seria possível se os dados fossem fornecidos mensalmente. Assim seria possível enxergar picos e declínios de demanda referentes às épocas do ano e eventos que deslocam essa demanda.


Para trabalhos futuros propõe-se o estudo desses dados de forma desagregada, para assim comparar seus resultados com os obtidos neste estudo, a fim de verificar a precisão do método ARIMA também para dados em períodos espaço de tempo mais curto.
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